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Absztrakt. Az objektumok kép-alapú felismerése a számı́tógépes látás
egy nehéz feladata, a hatékony működéshez jellemzően a felismerendő ob-
jektum minél pontosabb ismerete szükséges. Cikkünkben egy gépjármű
gyártmány-t́ıpus felismerő eljárást ismertetünk, amely elölnézeti képekkel
dolgozik. Egy szakirodalmi módszerből indulunk ki, amelyet módośıtunk,
hogy az általunk összegyűjtött képi adatbázison megfelelően működjön,
amit az osztályozó eljárás módośıtásával érünk el. A módszer feltételezi,
hogy a jármű szabványos rendszámtáblával rendelkezik, az jól látható és
t́ıpusonként elő́ırt helyen található. A rendszámtábla ismeretében megha-
tározásra kerül egy, a gépkocsi t́ıpusát jól jellemző régió (ROI), amelyből
megfelelő képjellemző kinyerése után végrehajtódik az osztályozás egy
tańıtó halmaz seǵıtségével. A rendszámtáblák manuális kijelölésével az
osztályozó módszer jellemzését kapjuk, a szegmentálási hibák hatásának
minimálisra csökkentésével. Többféle szempont alapján teszteltük a fe-
lismerőt. 10 osztály és 727 kép esetén közel tökéletes osztályozás érhető
el. Gyakorlati problémák megoldásához bemutatunk egy félautomata és
egy teljesen automata módszert. A szegmentálási hibák hatására a felis-
merési arány 93% és 88% körül alakul. A bemutatott módszer skálázható,
a tańıtó halmaz elemszámától függően az osztályozási idő szabályozható.
A képek kis méretű reprezentációja többféle, akár mobil kliens-szerver
megvalóśıtást is lehetővé tesz.

1. Bevezetés

A digitális fényképezés elterjedésével felfoghatatlan mennyiségű fénykép árasz-
totta el a világhálót. Az interneten elérhető szöveges tartalmak keresése manap-
ság már jól működik, de a képek ábrázolt tartalom alapján történő keresése a
számı́tógépeknek egy rendḱıvül bonyolult feladat, hiszen gyakran a kép magas
szintű értelmezését követeli meg. Egy kép csak számok halmaza, amelyekből
adott esetekben nagyon bonyolult eljárásokkal lehet olyan információkat kivonni,
amire az emberi agy pillanatok alatt képes.

Cikkünk egy, az ember számára viszonylag egyszerű problémára keres meg-
oldást: a képen látható gépkocsi gyártójának és t́ıpusának felismerésére szemből
készült felvételek alapján. A szakirodalomban több módszer is foglalkozik ezzel
a problémával. Majdnem az összes megközeĺıtés a rendszámtáblát használja fel,
mint kiinduló pontot a modell-jellemzők kivonására. A [6] cikkben első lépésként
a gyártót próbálják meg azonośıtani, a gyártó emblémájának detektálásával és
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azonośıtásával. Ezt követően a ROI-t további régiókra bontják, majd minden
régióra egy SIFT jellemzőt határoznak meg, amelyeket PNN (Probabilistic Neu-
ral Network) seǵıtségével osztályozzák. Felhasználhatóak még a kontúr pontok
orientációi [7], vagy egy, a lokális energián alapuló alakléıró hisztogram (LESH -
Local Energy based Shape Histogram) [8]. A [9] cikkben első lépésként globális és
kézzel annotált jellemzők seǵıtségével vizuálisan jól elkülönülő régiókat vonnak
ki, majd ezeket a részeket lokális alakjellemzők kivonásával jellemzik. Zhang
és Zhou Curvelet transzformáció és PHOG (Pyramid Histogram of Oriented
Gradients) jellemzők seǵıtségével próbálnak t́ıpus azonośıtást végrehajtani [10].
Petrovic [11] cikkében szintén gradiens alapú jellemzőkkel dolgozik, azzal a kü-
lönbséggel, hogy az osztályozás 2 fázisból áll. Az első fázisban nagyon valósźınű
találatokat állaṕıtanak meg, majd egy második finomı́tási fázis következik, ahol
ezek közül a modellek közül választanak egyet úgy, hogy ROI-kat véletlen módon
eltolják és elforgatják, ezzel kompenzálva az esetleges ROI kijelölési hibákat.
A jellemzők rengeted módon osztályozhatóak. Gyakori megoldások a Bayes-
alapó technikák, legközelebbi szomszéd módszer, döntési-fa alapúak, neurális
hálók, továbbá számos osztályozó összekapcsolásával is jó eredményeket lehet
elérni. Az osztályozók együttese azonban néha gyengébb eredményt ér el, mint
a benne szereplő legjobb osztályozó, hiszen a többi lerontja a teljeśıtményét.
Mi egy olyan megközeĺıtést választottunk, amely a képeken egy, a gyártót és
t́ıpust jól jellemző területet (ROI) igyekszik detektálni, és egy összeálĺıtott tańıtó
adathalmaz seǵıtségével végzi el az osztályozást [1, 2]. A feladat megoldásához
szükséges egy megfelelő képi adatbázis összeálĺıtása. A szakirodalmi cikkek sok
osztállyal (77 darab) és osztályonként viszonylag alacsony számú képpel, összesen
ezer körülivel dolgoztak. Bizonyos t́ıpusokhoz csak 3-4 minta tartozott. Mi arra
törekedtünk, hogy minden osztályhoz igen nagy számú minta álljon rendelkezésre
és minél változatosabb módon, többféle kamerával készüljenek. Jelenleg az osz-
tályok száma 10, plusz egy speciális, amely olyan gépkocsikat tartalmaz, amelyek
nem találhatók meg a tańıtó adatbázisban (ḱıvülesők). Az osztályok számának
növelése jelenleg is folyamatban van.

A szakirodalmi módszerek [1, 2] a Sobel gradiens operátorra épülő ún. Square
Mapped Gradient (SMG) jellemzőt tartották a legjobbnak a gradiens alapú
jellemzők közül, amit a mi vizsgálataink is alátámasztanak. A korábban javasolt
osztályozó eljárás viszont nem működött elfogadhatóan a saját képi adatbá-
zisunkon, azon módośıtani kellett. A szakirodalmi cikkek különválasztják az
osztályozó jellemzését és a gyakorlatban is használható automatikus módszerek
tárgyalását. Az elsőhöz egy közel tökéletes, manuális rendszámtábla szegmentá-
lást használnak, és 97% körüli találati arányt képesek elérni. A második, teljesen
automatikus gyakorlati esetben ez 87% körül alakul [1]. A mi eredményeink ezzel
összevethetők, általában valamivel magasabbak is.

A következő fejezetben először az osztályozó módszert ismertetjük, majd a
félautomatikus és automatikus módszerünket ı́rjuk le. Az eredmények tárgyalását
a képi adatbázis ismertetésével kezdjük, majd többféle szempont szerint teszteljük
az osztályozót.
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2. Osztályozó módszer

2.1. ROI kijelölés

Az algoritmus kulcsfontosságú lépése egy olyan tartomány meghatározása a
képen, amely egy állandó, modelleken belül nem változó részt határoz meg
(ROI – Region Of Interest). Kézenfekvő az ötlet, hogy ezt a ROI-t például
a rendszámtábla jól meghatározza, mert modellenként jó közeĺıtéssel az autó
elejének ugyanazon régiójára van rögźıtve (1. ábra).

1. ábra: Egy lehetséges ROI kijelölés a rendszámtábla szélessége alapján [1]

A kocsi felismerő eljárás csak a ROI-t használja fel az autó modelljének
azonośıtására, a többi képpont eldobható. Ha adott a rendszámtábla 3 sarok-
pontja, abból már megmondható a rendszámtábla hossza, magassága, közép-
pontja, továbbá az a szög, amellyel a kép x-tengelyéhez képest el van fordulva
a képen, ı́gy korrigálható az autó esetleges elforgása a képen. A ROI kijelölést
elegendő az eredeti kép szürkeárnyalatos változatán elvégezni, hiszen a sźınin-
formáció semmilyen információt sem hordoz a képen látható kocsi t́ıpusáról, ı́gy
eldobható. Fontos még a rendszámtábla maszkolása, hiszen azt semmiképpen
sem szeretnénk, hogy a rendszámtáblán található betűk és számok bármilyen
irányban befolyásolják az osztályozás kimenetelét, nem hordoznak semmilyen
képi információt az autó t́ıpusáról. Végül a ROI-t elsimı́tjuk egy 7x7-es maszkkal
történő medián-szűréssel.

A szakirodalomban emĺıtett ROI kijelöléstől mindössze annyiban tértünk el,
hogy függőleges irányban 0,8 és 0,3 súllyal vesszük a rendszámtábla hosszát,
mert azt figyeltük meg, hogy ı́gy nagyobb eséllyel alkotják a ROI-t csak a kocsi
pixelei. Tehát v́ızszintes irányban 2,6-szor akkora a ROI, mint a rendszámtábla
szélessége, függőlegesen pedig 1,1-szer (1. ábra). Ez a különböző rendszámtábla-
méretekből adódik és ezeket az értékeket be kell álĺıtani minden új t́ıpusú rend-
számtábla esetén. Vizsgálatunkban mi a Magyarországon szabványos rendszám-
tábla mérettel dolgoztunk, a speciális rendszámokkal nem foglalkoztunk. A ROI
önmagában még nem alkalmas az autók t́ıpusazonośıtására, szükséges egy a mo-
dellekre jellemző képjellemzők kinyerése. A ROI kinyerés műveletsorát a 2. ábra
szemlélteti.
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2. ábra: A ROI kijelölése, a rendszámtábla maszkolása, valamint az esetleges elfordulás
kompenzálása

2.2. Jellemző kinyerés

A feldolgozás ezen fázisában adott egy olyan régió, amin csak az autót egy jól
jellemző része van a képnek, nagyrészt az autó elejét alkotó képpontok. Ezen
ROI méretek természetesen tetszőlegesen változatosak lehetnek a képmérettől
és a kocsi fényképezőtől mért távolságától függően. Szükséges, hogy ezeket a
képeket valamilyen módon egymással összevethetővé tegyük.

A szerzők [1]-ben többféle jellemzőt is figyelembe vettek, például a ROI
szürkeárnyalatos intenzitásértékeit, Sobel élképet, él irányultságot, FFT fázis
képet, Harris sarokpont válaszfüggvényt. Legjobb eredményt számukra az ún.
Square Mapped Gradient (SMG) jellemző adott, amit [2] és a mi vizsgálataink is
alátámasztottak. A ROI képből az SMG jellemzőt vertikális és horizontális Sobel
gradiens maszkokkal történő konvolúció után, a következő képlettel számolhatunk
ki:

gx =
s2x − s2y
s2x + s2y

, gy =
2sxsy
s2x + s2y

,

ahol sx az x-irányú Sobel gradiens képet, és sy pedig az y-irányút jelöli. Ez a
képi jellemző jól kezeli a megviláǵıtásbeli és sźınbeli különbségeket, hiszen csak
a vertikális és horizontális gradiensekre támaszkodik.

Az ı́gy megkapott képeket átméretezzük egy előre meghatározott méretre,
ami a [2] cikk szerint 162 × 68 pixel (magasság × szélesség). Több képméret
kipróbálása után azt tapasztaltuk, hogy elegendő mindössze 34×80 pixel méretű
SMG képekkel dolgozni. Ezzel egyrészt megszüntettük a kép magasságához mér-
ten nagymértékű horizontális alulmintavételezést, másrészt ekkora képekkel egy
mindössze 5440 dimenziós vektortérben kell keresni, ami drasztikusan lerövid́ıti
az osztályozási procedúrát. A kisebb képek képesek elnyelni olyan ROI kijelölési
pontatlanságokat, amelyek egy nagyobb képen még látszódnak.

Ezt követően egy jellemző vektort hozunk létre, amit úgy kapunk, meg, hogy
az x- és y-irányú SMG képeket egy vektorrá konkatenáljuk, amit jelöljön F .
Végül a vektor értékeit átskálázzuk a [−1, 1] intervallumba:

F (i) = 2 · F (i)−Min(F )

Max(F )−Min(F )
− 1 , ahol i = 1, 2, . . . |F | .

2.3. Osztályozás

Az osztályozás feladata, hogy egy ROI képről megállaṕıtsa, azon milyen gyártmá-
nyú és t́ıpusú autó található. Ehhez szükséges egy adathalmaz, amely manuálisan
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felćımkézett jellemzővektorokat tartalmaz. Az osztályozásnak ı́gy azt kell meg-
állaṕıtania egy bemeneti jellemzővektorról, hogy az adathalmazban szereplők
közül valamelyikhez elegendően közel van-e? Ha igen, akkor az adott osztályhoz
tartozik, egyébként sikertelen az osztályba sorolás. Lehetőség van nem csak a
legközelebbi szomszéd, hanem a 3 vagy akár több legközelebbi megkeresésére,
majd többségi szavazással eldönteni, hogy az adott vektor melyik osztályba tar-
tozik.

Két jellemzővektor távolsága számos módon definiálható. A szakirodalmi
cikkben [1] két vektor távolságán az általuk bezárt szöget értik. Ez a választás
logikus az egyszerű Euklideszi távolsággal szemben, mert ı́gy a jellemzővektor
magnitúdója nem, csak az általuk meghatározott irány játszik szerepet. Azt
tapasztaltuk, hogy a mi adatbázisunkon ez a metrika nem működik jól. Helyette
a jellemzővektorok korrelációját választva jelentősen megugrik a sikeres osztá-
lyozások aránya (lásd a 4.2. alfejezetet).

Az osztályozóhoz össze kell tehát álĺıtani egy alaphalmazt. Többféle kon-
strukciót teszteltünk. Az első esetben minden osztály esetében 3-4 modell fi-
gyelembe vételével történik. Ezeket a modelleket a jó minőségű képek közül
választottuk ki és igyekeztünk úgy megadni őket, hogy lefedjék az esetleg rend-
számtábla t́ıpus eltéréseket, hiszen több t́ıpusú rendszámtábla is forgalomban
van, ami befolyásolja a ROI kijelölését és ı́gy az osztályozást is.1 Megvizsgáltuk
azt az esetet is, amikor osztályonként jelentősen több, 20-20 jellemzővektor került
be az osztályozó halmazba. Végül a ”leave-one-out” tesztet is végrehajtottuk,
amikor egy autóhoz tartozó képek kivételével mindet betesszük az osztályozó hal-
mazba. Természetesen az osztályozó halmazba kerülő vektorok nem szerepelnek
a teszthalmazban. Az osztályozó időigénye függ az osztályozó halmaz elemszá-
mától, ı́gy az elvárt válaszidő is fontos szerepet játszik ennek beálĺıtásában.

3. Félautomatikus és automatikus kiterjesztés

A rendszámtábla sarokpontjainak kézi meghatározásával lehetőség nýılik az osz-
tályozó módszer jellemzőinek vizsgálatára, viszont a gyakorlati problémák meg-
oldásánál ez nem kivitelezhető. A vizsgált szakirodalmi cikkben [1] is javasol-
nak egy automatizálási lehetőséget, de csak pár mondatban emelik ki a lényegi
lépéseket, ami alapján a szegmentáló eljárás nem reprodukálható.

Mi egy félautomatikus, és egy erre épülő automatikus megközeĺıtést mu-
tatunk be. A félautomata arra utal, hogy szükség van felhasználói beavatkozásra.
Feltételezzük, hogy ismert egy pontja a rendszámtáblának (kiindulási pont), amit
például a felhasználó ad meg okostelefonjának érintőképernyője seǵıtségével,
vagy asztali gép esetén az egérrel. Az automatikus módszerünk a kép elemzésével
próbál ilyen kiindulási pontot találni. A tesztek során minden kocsira előre le-

1 Ezekben az esetekben a rendszámtábla mérete és elhelyezkedése nem változik, csak
a rendszámtábla tartalma, amely a félautomatikus és az automatikus módszerek
esetén fontos lesz. Ilyen például a régi, magyar felségjelzést, és az új, kék háttérben
uniós zászlót tartalmazó.
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mentettünk egy-egy kiindulási pontot, amely nem a rendszámtábla betűire/szá-
maira illetve nem azok belső üregpontjaira esik.

3.1. Félautomata módszer

A szegmentálás egy régiónövelő eljáráson alapul [4]. A módszer lényege, hogy
adott pontból indulva próbálunk létrehozni egy régiót, egészen addig, amı́g van
az aktuális régió pontjainak olyan szomszédja, amelyre a következő feltételek
teljesülnek:

– Az intenzitása egy adott intervallumba esik.
– A kiindulási ponttól mért távolsága nem nagyobb egy küszöbnél.

Az intenzitás intervallumot természetesen célszerű az aktuális kiindulási pont
intenzitása alapján meghatározni, vagy annak egy adott környezetéből. A kiin-
dulási pont intenzitásának függvényében finomhangolható a szegmentálás nagyon
sötét megviláǵıtás kezelésére is úgy, hogy ezekben az esetekben csak szűk in-
tenzitástartományt engedünk meg. A kiindulási ponttól mért távolságküszöböt
a kép szélessége függvényében adtuk meg úgy, hogy a kép szélességének har-
madánál messzebb lévő pont nem kerülhet be a régióba.

A régió határán belül keletkező lyukakat az algoritmus automatikusan feltölti.
Gyakran előfordul, hogy a régió kifolyik a rendszámtáblán lévő egyéb feliratok, a
gyenge megviláǵıtás vagy a koszos rendszámtábla miatt vagy darabokra esik szét.
Ezeket az eseteket megfelelően alkalmazott morfológiai műveletek seǵıtségével
korrigálhatjuk (3. ábra).

3. ábra: A bal felső képen a régiónövelés eredménye látható. Mellette a lyukfeltöltés
eredménye, végül az utófeldolgozás eredménye és alul annak visszavet́ıtése az eredeti
képre. A kitakart karakterek anonimitási célt szolgálnak.

A régiónöveléshez nem a szürkeárnyalatos képet használtuk, hanem az eredeti
sźınes kép kék csatornáját. Ennek az az oka, hogy az EU-s rendszámtáblák bal
oldala kék, ami viszonylag magas intenzitással jelenik meg a kék csatornán, ı́gy
az esetek döntő többségében nem okoz szegmentálási hibát. Arra az esetre, ha
nem sikerülne a rendszámtábla szegmenshez hozzávenni a kék EU-s részt, minden
modellhez felvettük a tańıtó halmazba egy speciális tańıtó elemet, amelynél a kék
szegmens nélküli rendszámtábla számı́t a tökéletes szegmentálásnak, ı́gy kezelve
az osztályozásnál ezt az esetenként bekövetkező szegmentálási hibát (4. ábra).
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4. ábra: Rosszul szegmentált, de jól osztályozott EU-s rendszámtáblás kocsi. A kitakart
karakterek anonimitási célt szolgálnak.

Az osztályozó módszer működéséhez még szükséges, hogy a szegmentált rend-
számtábla alapján annak sarokpontjait meghatározzuk. A szegmentálási és rep-
rezentációs hibák miatt ez nem triviális feladat. Vesszük a szegmens kontúrját és
a szomszédságokat vizsgálva 4 halmazba osztjuk őket, amelyek a rendszámtábla
megfelelő oldalpontjai lesznek. Ezekre a halmazokra illesztünk 1-1 egyenest úgy,
hogy minimalizáljuk a pontok egyenestől mért távolságának négyzetösszegét.
Végül az egyenesek metszéspontjai lesznek a rendszámtábla sarokpontjai (5. ábra).

5. ábra: A ponthalmazokra illesztett egyenesek és azok metszéspontjai. Kék sźınnel a
szegmentált kontúr látható. A kitakart karakterek anonimitási célt szolgálnak.

3.2. Automata módszer

Az automatikus módszert a félautomatikusra vezetjük vissza, vagyis a kép elem-
zésével meg kell találnunk egy megfelelő rendszámtábla pontot. Az algoritmus az
eredeti sźınes kép szürkeárnyalatos változatán dolgozik, nincs sźıninformációra
szükség. Mivel a képek egy jól meghatározott protokoll szerint készülnek, ı́gy
felhasználhatjuk ezt az információt, hogy a lényegtelen területek egy részét el-
dobjuk. A választásunk függőleges irányban a kép alsó kétharmad, v́ızszintes
irányban a középső fél részére esett. A ROI területen egy 9-es kernelméretű
medián szűrést végeztünk.
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Az alapötlet Ondrej Martinsky dolgozatából származik, aminek lényege, hogy
olyan terület lesz nagy valósźınűséggel rendszámtábla, amelyen sűrűn helyezked-
nek el az élek [5]. A képen egy x-irányú élkeresést végzünk, küszöböljük, és
kiszámı́tjuk a v́ızszintes irányú vetületeit. Feltételezzük, hogy a maximális vetü-
leti értékhez tartozó sor áthalad a rendszámtáblán (6. ábra), ı́gy ezen keresünk
megfelelő kiindulási pontot.

6. ábra: Rendszámtáblán áthaladó v́ızszintes irány detektálása. Bal oldalon a küszöbölt
magnitúdó kép és annak v́ızszintes vetületei, jobb oldalon a rendszámtáblán átmenő
szakasz, amin a kiindulási pontot keressük a szegmentáláshoz.

A kiindulási pont választáshoz több pontot is megvizsgálunk az egyenesről.
A kezdőpont az egyenes középpontja, ahonnan végrehajtjuk a régiónövelést és
elmentjük a hozzá tartozó régió területét. Ha ez a terület kisebb, mint egy
küszöbszám, akkor karaktert vagy karakter lyukat találtunk el és nem vesszük
figyelembe. A következő pontokat adott távolsággal történő jobb és bal irányú
ugrássokkal vesszük. Minden ponthoz kiszámı́tjuk a belőle növelhető régió terüle-
tét úgy, hogy a kicsi területeket eldobjuk. Ha 4 régiónövelés közel azonos méretű
területet eredményez, akkor az utoljára használt kiindulási pontot elfogadjuk
és végrehajtjuk vele a rendszámtábla szegmentálást, majd az osztályozást. Ha
végigértünk az egyenesen, de nem volt 4 hasonló területű régió, akkor véletlen-
szerűen választhatunk vagy valamilyen heurisztika alapján, mint például a kép
mérete alapján várható rendszámtábla terület.

4. Eredmények kiértékelése

4.1. Képi adatbázis

Az adatbázist 869 szemből készült kép alkotja, és 11 osztály, amelyek egy 3-
4 hónapos periódus során kerültek összegyűjtésre Szegeden, az utcán parkoló
autókról. Ezek közül 727 kép azokról az autókról készült, amelyek a felismerés 10
osztályát képzik, a 11. osztály egy speciális ”outlier” osztály, azaz olyan autókról
is tartalmaz 100 képet az adatbázis, amelyek nem részei a felismerni ḱıvánt 10
t́ıpusnak. Ezzel azt fogjuk vizsgálni, hogy mennyire képes az algoritmus meg-
mondani egy autóról, hogy része-e a felismerni ḱıvánt modelleknek. A képekből
t́ıpusonként 3-4, összesen 42 darab, a t́ıpust jól jellemző képet kiválasztottunk
tańıtási halmaz elemnek (7. ábra). A többi 827 képet tesztelésre használtuk.
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Modell Darabszám

Peugeot 206 55

Peugeot 307 47

Opel Astra 100

Skoda Fabia 100

Skoda Octavia 43

Volkswagen Golf 93

Volkswagen Polo 45

Ford Focus 47

Renault Megane 97

Suzuki Swift 100

Osztályon ḱıvüli 100

7. ábra: Modellek eloszlása a teszttelési képi adatbázisban (bal oldal) és néhány kép
az adatbázisból (jobb oldal)

Az adatbázis gyűjtésének gyorśıtása érdekében minden autóról 2 darab kép
készült, de a második más szögből és/vagy távolságból. Ennek a módszernek az is
előnye, hogy ı́gy jól megfigyelhetőek az esetleges osztályozási hibák távolság/szög
összefüggései, hiszen előfordulhatnak olyan esetek, hogy az egyik képen szereplő
autót sikerül felismerni, de a párját már nem.

Egy modellen belül ugyanabból az évjáratból gyűjtöttünk képeket a Suzuki
Swift kivételével, ahol 2 különböző modellről készültek felvételek. Megviláǵıtás
szempontjából előfordulnak éjszakai, hajnali, esős, árnyékos, tűző napos, valamint
olyan képek is, ahol az autó egyik fele erősen megviláǵıtott a másik pedig
árnyékban van. Tehát sokféle, a gyakorlatban előforduló megviláǵıtási lehetőséget
igyekeztünk belevinni az adatbázisba. A kocsitól mért távolság is változatos,
előfordulnak közel 1 méterről készült képek, valamint 10 métert is meghaladó
távolságok. A képeket szemből, különböző magasságból késźıtettük, de töreked-
tünk arra, hogy a rendszámtábla alakja legfeljebb csak kismértékű perspekt́ıv
torzulást szenvedjen.

A képek 2 megapixeles mérettel, háromféle kamera felhasználásával készültek:
Pentax Optio (kompakt gép, 2MP, 4:3-as képarány), Sony Ericsson Xperia Mini
(2MP, 4:3-as és 16:9-es képarány), Samsung Galaxy S (2MP, 4:3-as képarány).
A 3 különböző kamera használatát az indokolja, hogy ı́gy a módszer különböző
minőségű képeken is kipróbálásra kerül. A 3 kamera eltérő minőségű képet pro-
dukál, ami különösen Xperia Mini esetében vehető észre. A legjobb minőséget
a Pentax adta, a legrosszabbat az Xperia. A képkésźıtési protokoll megköveteli,
hogy lehetőleg csak 1 kocsi szerepeljen a képeken, ami a kép középső részén
helyezkedik el. Számos olyan kép is készült, ahol az autó egy lényeges részét egy
oszlop vagy más hétköznapi akadály eltakarja.

Minden képhez eltároltuk az ideális rendszámtábla sarokpontokat, melyeket
manuálisan jelöltünk ki. Az szakirodalmi cikkek [1, 2] által tárgyalt módszerek
feltételezik, hogy ismerjük az ideális sarokpontokat. Így lehetővé válik az osz-
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tályozó módszer közvetlen vizsgálata, a szegmentálási hibák okozta hatás mini-
málisra csökkentésével. Az ideális sarokpontok ismeretében további, a robusz-
tusságot vizsgáló tesztek is elvégezhetők.

A cikkekben 74 és 77 osztállyal dolgoznak és közel 1000 mintával, ami azt je-
lenti, hogy sokkal kevesebb minta jut egy adott modellre. Olyan eset is előfordul,
hogy 2-3 képpel tesztelnek egy adott t́ıpust, ami véleményünk szerint nem igazán
mérvadó. Nálunk kevesebb osztály, de sokkal több minta található osztályonként.
Természetesen az osztályok és képek száma tovább növelhető, ez csak idő és be-
fektetett munka kérdése.

4.2. Eredmények

Az előző fejezetekben ismertetett módszereket többféle szempontból is kiérté-
keltük az adatbázisunkon. Először a [1] cikk alapján javasolt paraméter-beálĺı-
tásokat használtuk, amellyel a szerzők a saját adatbázisukon 97,7%-os találati
arányt értek el. A cikkben javasolt osztályozó módszer (vektorok bezárt szöge)
nem működik a képeinken, 45%-közeli felismerési eredményt tudott csak pro-
dukálni. Ezt lecserélve a korrelációra, a sikeres felismerési arány 96% közelébe
ugrik (1. táblázat).

Modell Minták száma Sikeres Sikertelen Arány

206 55 55 0 100%

307 47 47 0 100%

Astra 100 100 0 100%

Fabia 100 99 1 99%

Focus 43 43 0 100%

Golf 93 88 5 94.6%

Megane 45 45 0 100%

Octavia 47 47 0 100%

Polo 97 85 12 87.6%

Swift 100 92 8 92%

Összegzés 727 701 26 96.4%

1. táblázat: Osztályozási eredmények 162 × 88 méretű ROI esetén, SMG jellemzővel
és korreláció-alapú osztályozóval

Felmerült a kérdés, hogy szükséges-e a jól teljeśıtő korrelációs metrika mel-
lett 162× 68-as képekkel dolgozni, amelyekkel egy 22032 dimenziós képjellemző
térben kell keresni és olyan módon skálázni a képet, hogy horizontálisan rengeteg
információt eldobunk. Ekkora térben keresni időigényes feladat, arról nem is
beszélve, hogy az eredményeken sem jav́ıt a nagyobb számı́tást igénylő képméret,
ahogy az a következő eredményekből látható. Több képméret kipróbálása után
azt tapasztaltuk, hogy elegendő mindössze 34× 80 pixel méretű SMG képekkel
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dolgozni. Ebből az is látszik, hogy a kép magasságához mérten nagymértékű hor-
izontális alulmintavételezést is megszüntettük. Ekkora képekkel egy mindössze
5440 dimenziós vektortérben kell keresni, ami drasztikusan lerövid́ıti az osztályo-
zási procedúrát. Egy kocsi átlagos osztályozási ideje 0.5 másodpercre csökkent.2

A futási időn túl az eredmények is javultak, ami annak köszönhető, hogy a
kisebb képek képesek elnyelni olyan ROI kijelölési pontatlanságokat, amelyek
egy nagyobb képen még látszódnak, ı́gy növelve a fedésben lévő pixelek számát.
Az is gyakran előfordul, hogy a rendszámtábla alapból ferdén van felszerelve
vagy eldeformálódott. A kisebb méretű képek ezeket a hibákat is képesek lehet-
nek tolerálni. A 34× 80-as SMG képpel kapott eredmények még az eddigi ered-
ményeket is felülmúlták, mindössze 4 kocsit hibázott el az osztályozó a 727-ből,
ı́gy 99,4%-os, közel tökéletes találati arányt ért el.

4.3. Tańıtó halmaz vizsgálata, ”leave-one-out” teszt

A továbbiakban a legjobbnak bizonyult 34×80-as SMG jellemzőket használjuk, a
távolságmetrika pedig a korreláció lesz és a tańıtó halmaz különböző módośıtásait
vizsgáljuk.

Az eddig tárgyalt eredmények úgy születtek, hogy modellenként 3-4 kép
került bele a tańıtó halmazba, aminek jó hatása van a futási időre, hiszen
minél kevesebb elemű a tańıtó halmaz, annál kevesebb elemmel kell összevetni
az osztályozandó elemet. Felmerül a kérdés, hogy mennyire befolyásolja az osz-
tályozás sikerességét a tańıtó halmaz mérete, a jellemző tér nagyobb mértékű
teĺıtettsége? A kérdés megválaszolása érdekében 2 tesztet hajtottunk végre.

Az első teszt során a teszt adathalmazból minden osztályra vettük az első 20
képet az adatbázisból és tańıtó halmaznak választottuk. Így egy 200 elemű hal-
maz jött létre, amelyet 527 mintával teszteltük, ahol a minták teljesen függetlenek
a tańıtó halmaztól. A tańıtó halmaz moderált növelése a találati arányt 100%-ra
növelte. A futási idő átlagosan 2.1 másodperc volt.

A második teszt egy validációs teszt, amelyet angolul ”leave-one-out cross-
validation” néven emĺıt a szakirodalom [3]. A ”leave-one-out” arra utal, hogy
ennél a tesztnél az egész adatbázist tańıtó halmazként kezeljük, annak a képnek
a kivételével, amit éppen osztályozni szeretnénk és ı́gy teszteljük az összes képet
az adatbázisban. Ennek a tesztnek a futási ideje jelentősen nagyobb, mint az
eddigieknek, de jól szemlélteti a módszer viselkedését nagyszámú tańıtó minta
esetében. Az adatbázisunk struktúrájából (minden autóról 2-2 kép készült) adó-
dóan mindig kivettük az aktuális kocsi párját is a tańıtó halmazból, ı́gy 725
elemű tańıtóval történik az osztályozás. A teszt eredményei nagyon ı́géretesek,
mindössze 1 kocsit hibázott el, ı́gy 99,9%-os eredményt ért el. A futási idő 9.3
másodperc körül mozgott. A 725 elemű tańıtó halmaz remek szereplése több
szempontból is pozit́ıv. Az első, hogy 10 osztály esetén teĺıtettebbnek mond-
ható jellemző térben is kiválóan szerepel a módszer. A második pedig, hogy
olyan modellek is bekerültek ezzel a módszerrel a tańıtó halmazba, amiknek

2 A teszteket egy AMD Phenom II X4 Black Edition (3.8 GHz) CPU-n futtattuk. A
program párhuzamośıtás nélkül, egy szálon futott.
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amúgy nem lenne ott a helyük, vagyis amelyek nagyon rossz megviláǵıtási vis-
zonyok között készültek vagy részben kitakartak, ı́gy valójában nem alkalmasak
a tańıtó szerepre. Ebből megfigyelhető a rendszer robusztussága, hiszen a za-
josnak mondható tańıtó halmaz ellenére szinte hibátlan eredményeket sikerült
elérni.

Összefoglalva a tańıtó halmaz vizsgálatát elmondható, hogy a módszer nagyon
jól skálázható. Az eredmények 20-30 tańıtó kép esetén is kiválóak, de tovább
jav́ıthatóak a halmaz számosságának sokszorozásával. Ebből következően a fel-
használási területhez igaźıtható. Ahol megb́ızható, de valós idejű futásra van
szükség, ott redukálni lehet a modellek számát. Olyan alkalmazások esetén,
ahol viszont nem lényeges a futási idő (például offline elemző szoftverek esetén),
nagyszámú tańıtó mintával nagyon stabil eredmény érhető el.

4.4. Osztályokon ḱıvüli esetek vizsgálata

Megvizsgáltuk, hogy a módszer mennyire képes az adatbázisban nem szereplő
autókról megállaṕıtani, hogy ”ḱıvülállók”, továbbá, hogy az adatbázisban sze-
replő autókról mekkora eséllyel válaszolná azt, hogy nem részei az adatbázisnak.
A ḱıvülállók teszteléséhez egy 100 képet tartalmazó adatbázist használtunk,
melyek nem szerepelnek a felismerni ḱıvánt kocsik között. Az osztályozó minden
esetben egy valós számot ad vissza, amely azt méri, hogy mennyire ”korrelál”
a legközelebbi modell az input képpel. Ezt a számot megfelelően küszöbölve
egészen jó arányban tud olyan diplomatikus választ adni az osztályozó, hogy
”Az adott autó nagy valósźınűséggel nem szerepel az adatbázisban. A hozzá
legközelebb álló modell: xy”. Ebből jól látszik, hogy ez a küszöb nem egyértelműen
határozza meg a ḱıvülállókat, de hasznos jelzés lehet a felhasználó felé, valamint
a robusztusságot és azt is jellemzi, hogy hogyan viselkedne az algoritmus egy
sokkal teĺıtettebb jellemző térben, sok osztállyal.

Első esetben 3-4 modellt tartalmazó tańıtó halmazt használó módszert vizs-
gáltuk meg. Amennyiben a küszöbszámot 0,55-re álĺıtottuk úgy, hogy a korreláció
metrika eredménye a [0,1] intervallumból kerül ki, ahol 0 tökéletes egyezés. A
100 ḱıvülálló kocsi közül 96 esetben sikerült megállaṕıtani, hogy nem részei az
adatbázisnak. Ezt követően azt vizsgáltuk, hogy mennyi, ténylegesen az adat-
bázisban szereplő kocsi kapná meg a ḱıvülálló ćımkét ezzel a küszöbszámmal.
A teszt során 115 kocsi lett tévesen ḱıvülálló osztályba sorolt, ami 86,1%-os
találati arány. A küszöbszámot 0,6-ra, majd 0,65-re emelve azt vehetjük észre,
hogy az ismert autót́ıpusok találati aránya növekszik (91,4% és 92,6%), viszont
ez azzal jár, hogy a ḱıvüleső autók egyre nagyobb arányban tévesen kerülnek
azonośıtásra, a 96%-os találati arányról 81%-ra, majd 59%-ra esik (2. táblázat).

Második körben az osztályonként 20-20 modellt tartalmazó tańıtó halmazzal
elérhető eredményt vizsgáltuk 0,55 küszöbértékkel. Ez a megközeĺıtés a 100-ból
83 autóról álĺıtotta meg helyesen, hogy ḱıvülálló. Ez romlás az előző eredmények-
hez képest, de az adatbázisba tartozók közül mindössze 42 lett tévesen ḱıvülálló
az 527 esetből, ami 8%-os hibaarányt jelent. Emĺıtésre méltó még, hogy ezekből
az esetekből a Swift 22-t tudhat magáénak, amiről az látszik, hogy a Swiftek
között nagyobb korrelációs távolságok is előfordulhatnak.
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Találati arány
Modell Minták száma 0.55 0.6 0.65

206 55 94.4% 100% 100%

307 47 78.7% 91.5% 97.9%

Astra 100 91% 96% 100%

Fabia 100 82% 93% 98%

Focus 43 100% 100% 100%

Golf 93 93.5% 97.8% 97.8%

Megane 45 86.7% 95.6% 100%

Octavia 47 83% 89.4% 100%

Polo 97 84.5% 95.9% 95.9%

Swift 100 63% 76% 89%

Kivülálló 100 96% 81% 59%

Össześıtés 827 86.1% 91.4% 92.6%

2. táblázat: Eredmények háromféle osztályozási küszöbértékre a ḱıvüleső osztályt is
tartalmazó tesztben.

Végül a leave-one-out keresztvalidációt futtattuk le. A 100 ḱıvülállóból 80
kapott helyes ćımkét. A 727 kép közül azonban mindössze 35 kapott tévesen
ḱıvüleső ćımkét, ami mindössze 4,8%-os hibaarány, amiből ebben ez esetben is
a Swiftek dominálnak 19 téves esettel.

4.5. Félautomata és automata osztályozás eredményei

A korábbi vizsgálatok az osztályozó képességeinek felmérésére szolgáltak, a szeg-
mentálási hibák kiszűrésével. Valós alkalmazásokban a szegmentálás hibákat hoz
be, ami rontja az felismerés teljeśıtményét. Megvizsgáltuk, hogyan alakulnak az
eredmények a javasolt félautomatikus és automatikus szegmentálási módszereink
felhasználásával.

A t́ıpusonként 3-4 tańıtóelem használatával 93,6%-os találati arányt sikerült
elérni, ami 6%-kal gyengébb, mint az ideális sarokpontok esete. A 20-20 elemű
tańıtó halmaz nem hozott számottevő változást, mindössze 3 kocsival hibázott el
többet az osztályozó, ı́gy 93,1%-ot ért el. Végül a keresztvalidációs teszt további
2 autót osztályozott sikertelenül, ezzel 93%-os eredményt elérve.

A teljesen automatikus módszer esetén további 5%-os esés következik be a
felismerési arányban. A tańıtó halmaz méretétől függetlenül 88% körüli ered-
ményeket kaptunk. Összehasonĺıtásként, az [1] cikkben a szerzők által java-
solt automatikus módszer a kétféle adatbázisukon 93,3%-os, valamint 87,7%-os
eredményt adott.

5. Összegzés

A szakirodalomban léırt módszernek sikerült olyan módośıtásait létrehozni, ame-
lyek egy valós gyakorlati alkalmazásnál előforduló fényképeken is képesek gépko-
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csi gyártó és t́ıpus azonośıtásra. Láttuk, hogy megfelelő módośıtásokkal a találati
arány akár 100% közelébe is emelhető 10 osztály esetén. A robusztusságot mérő
tesztekből kiindulva elkészült a félautomata (93%) és automata (88%) változat,
amelyek a vártnak megfelelően, az ideális esetnél rosszabbul, de összességében
elfogadható hibaszázalékkal teljeśıtettek. A szegmentálási eljárás jav́ıtásával az
eredmények további javulása várható. Az algoritmus tehát skálázható olyan
értelemben, hogy az aktuális igényeknek megfelelően eldönthető, hogy a futási
idő vagy a nagyobb találati arány a fontos.

Egy lehetséges gyakorlati megvalóśıtás lehet például egy mobilalkalmazás,
ahol a felhasználó mobiltelefonja seǵıtségével lefényképez egy autót és elküldi azt
a képet egy nagyobb számı́tási kapacitású kiszolgálónak, ami pár másodpercen
belül visszaküldi a képen látható kocsi pontos t́ıpusát, esetleg az évjáratát is.

Látható volt, hogy az osztályozás során sehol sem használtuk ki, hogy gép-
kocsikat szeretnénk felismerni. Egyedül csak a ROI kijelölés volt feladat függő,
hiszen a rendszámtábla alapján hoztunk létre a vizsgálandó területet. Ebből az is
érezhető, hogy a tárgyalt módszer számos egyéb felismerési feladatra is alkalmas
lehet, ahol valamilyen módon lehetőség van egy, a felismerni ḱıvánt objektumokra
jellemző ROI kijelölésére. Az algoritmus viszonylag könnyen implementálható
lépésekből áll és megfelelő beálĺıtások mellett, akár néhány tized másodperc alatt
képes lehet eredményt szolgáltatni.
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