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Absztrakt. MRI felvételek feldolgozása során, a szeleteken ábrázolt
anatómiai régiók automatikus felismerése számos előnnyel járhat. Lehe-
tővé teszi például régióspecifikus szegmentáló algoritmusok használatát
és kiegészítő információkkal szolgálhat futásidejű optimalizálási felada-
tokhoz is. Ezért a célunk egy olyan modalitásfüggetlen eljárás kidolgo-
zása volt, amely képes felismerni az emberi test legfontosabb régióit. A
szeleteket egy globális alakleíró módszerrel kinyert tulajdonságvektor-
ral reprezentáltuk és a klasszifikációhoz egy Bayes-hálót alkalmaztunk.
Ezáltal sikerült átlagosan 87%-os pontossággal detektálni a szeleteken
ábrázolt régiókat. A pontosság további javítása érdekében egy kölcsönös
információ alapú utófeldolgozó módszert alkalmaztunk, amely kijavítja
az esetleges folytonossági hibákat és a szélsőséges, kiugró értékeket.

1. Bevezetés

A modern orvosi képalkotó eljárások (CT, MRI) lehetővé teszik a páciens belső
szerveinek noninvazív vizsgálatát. A kapott 2D/3D képek elemzéséhez gyakran
szükség van szegmentálásra, azaz meg kell határozni, hogy a pixelek/voxelek
milyen szervhez tartoznak. A szegmentáló módszerek ugyanakkor nem univerzá-
lisak, hanem rendszerint egy specifikus anatómiai régióra vannak optimalizálva.
Ahhoz, hogy mindig a megfelelő szegmentáló technikát alkalmazzuk, érdemes egy
olyan módszert kidolgozni, amely automatikusan felismeri az egyes régiókat. Az
orvosnak így eleve csak azokat a módszereket lehet felkínálni, amelyek az adott
régió szegmentálására leginkább alkalmasak. Egy másik potenciális alkalmazási
terület a tartalom alapú keresés orvosi adatbázisokban. Tegyük fel, hogy a di-
agnózis során össze akarja vetni az orvos a páciens felvételeit más betegekével
és hasonló eseteket kíván megnézni. Ebben az esetben nyilván nem célszerű sok
száz felvételt végignézni, melyeknek semmi köze az adott esethez. Az anatómiai
régiók automatikus detektálása egyfajta lehetőséget biztosít a tartalom alapú
keresésre illetve az irreleváns adatok szűrésére. Az ilyen alkalmazásokhoz szüksé-
ges kiegészítő információk a legtöbbször nem állnak rendelkezésre [4]. A DICOM
fájlok fejlécében tárolt címkék számos esetben hiányosak, vagy rosszul vannak
kitöltve. Az ilyen esetekben is van létjogosultsága egy olyan automata módszer-
nek, amely képes pótolni ezeket a hiányosságokat. Ebben a cikkben egy olyan új
eljárást mutatunk be, amely lehetővé teszi az emberi test főbb anatómiai része-
inek automatikus felismerését. A módszer a Zernike-polinomos [19] felbontáson
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alapul, mely a képfeldolgozásban egy általánosan használt globális alakzatleíró
megközelítés. A Zernike-polinomos felbontással a szeletekhez tulajdonságvekto-
rokat rendelünk, melyeket egy Bayes-hálóval [11,12,10] klasszifikálunk. Ezután
egy utófeldolgozási eljárást is alkalmazunk, mely a kapott eredmények további
finomításával pontosabb eredményeket tud szolgáltatni. Ebben a fázisban egy
kölcsönös információ alapú összehasonlító módszerrel egyrészt kiszűrjük a ki-
ugró értékeket, másrészt kijavítjuk a folytonossági hibákat.

2. Korábbi módszerek

Bár az egyes szeletek automatikus régiókhoz rendelése igen hasznos lehet egy
képfeldolgozási eljárásban, ez a kutatási terület eddig nem kapott túl nagy fi-
gyelmet. A legáltalánosabban alkalmazott eljárás, hogy különböző, jól meghatá-
rozható pontokat keresünk a testben, és ezeket, mint referenciapontokat felhasz-
nálva próbálunk navigálni. Haas egy olyan eljárást javasolt [7], mely egy navigá-
ciós táblát hoz létre nyolc referenciapontból. Seifert [15] a hasonló szeleteket és
navigációs pontokat próbálta azonosítani HAAR [6] képleíró módszerrel és PBT
[17] tanuló eljárással. Bürger eljárása topogramokon képes felismerni az egyes
testrészeket [2], Emrich és munkatársai pedig olyan algoritmust fejlesztettek ki,
mely az egyes szeletek relatív pozícióját tudta meghatározni a teljes felvételso-
rozatban [4]. Ez utóbbi módszer azonban csak teljes test felvételeken működik.
Eredményeik mindazonáltal bíztatóak, hiszen sikerült átlagosan 2,83cm pontos-
sággal meghatározni a pozíciót. Fulner egy olyan eljárást javasolt [5], mely képes
egy rövid képsorozatot beazonosítani a testen. Az ő módszere SURF [1] és in-
tenzitáshisztogram technikákat használt. Ezzel képes volt 44mm-től 16,6mm-ig
terjedő pontossággal meghatározni a szeletek pozícióját a testben. A módszer
azonban csak több szelet együttes elhelyezését tette lehetővé, egyes szeletek azo-
nosítására nem adott kielégítő eredményt.

3. Régiók felismerése

Több képleíró metrika együttes alkalmazása jól bevált módszer képfeldolgozási
feladatok megoldására. A felvételek reprezentációjára, első lépésben, egy globális
alakzatleíró módszert használunk, mely minden szelethez hozzá rendel egy-egy
tulajdonságvektort. Így egy olyan adathalmazt kapunk, melyet adatbányászati
és tanuló módszerekkel értelmezni lehet. Az egyes tulajdonságvektorok alapján
osztályokba lehet sorolni a szeleteket. Ez az osztályozás azonban önmagában nem
ad kielégítő eredményt, egy felvételsorozat esetén produkálhat kiugró értékeket,
illetve folytonossági hibákat. Ezért egy olyan feldolgozási módszer alkalmazására
is szükség van, mely képes megoldani a struktúrák megfelelő elválasztását és az
emberi érzékeléshez hasonló eredményeket képes szolgáltatni. Erre a feladatra
egy kölcsönös információn alapuló összehasonlító eljárást dolgoztunk ki.

A módszer lépéseit az 1. ábrán látható folyamatábra szemlélteti. Első lépés-
ben kiszámítjuk a képekhez tartozó tulajdonságvektorokat, majd ezt egy naiv
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1. ábra: A módszer folyamatábrája.

Bayes-hálóval kiértékeljük. A kapott eredményből, a legmegbízhatóbban felis-
mert szeleteket referenciaként továbbadjuk a kölcsönos információ alapú feldol-
gozónak, mely végül megadja a végleges osztályozást.

4. A tulajdonságvektor kiszámítása

Ahhoz, hogy egy emberi megfigyelő azonosítani tudjon egy adott szeletet, nincs
szüksége a részletekre, a felvétel topológiájának ismerete ugyanis elegendő in-
formációt szolgáltat a probléma megoldásához. Ennek alapján úgy ítéltük meg,
hogy egy globális képleíró módszert lenne érdemes választani a tulajdonságvek-
tor generálásához. A számítógépes képfeldolgozás témakörében több ilyen le-
író is ismert, mi a Zernike-momentumot választottuk, mivel ez egy általánosan
használt [9,18,3,16] eljárás a képeken lévő alakzatok leírására. Mivel a momen-
tumok ortogonálisak, így redundancia nélkül képesek egy felvételt reprezentálni.
A Zernike-momentumokat le lehet írni [14] mint komplex polinomokat Vmn(x, y)
egy egységsugarú korongon, ahol x2 + y2 ≤ 1. Polárkoordinátákban az alábbi
módon adhatóak meg:

Vmn(x, y) = Vmn(r, θ) = Rmn(r)e
jmθ (1)

ahol n nemnegatív egész, m egész, n − |m| páros és |m| ≤ n; r =
√
x2 + y2

annak a vektornak a hossza, mely az origóból az adott pixelbe mutat (x, y);
θ = arctan(y/x) pedig az a szög melyet az adott vektor zár be az x tengellyel.
Ekkor Rmn radiális polinomot a következőképpen adhatjuk meg:

Rmn(r) =

(n−|m|)/2∑
k=0

(−1)k(n− k)!
k!((n+m)/2− k)!((n−m)/2− k)!

rn−2k (2)

Az f(x, y) függvény kétdimenziós, n és m rendű Zernike-momentumát pedig az
alábbi módon adhatjuk meg:

Zmn =
n+ 1

Π

∑ ∑
unitdisk

f(x, y)V ∗nm(x, y) (3)

ahol V ∗mn(x, y) = Vn,−m(x, y). Mivel a Zernike-momentumok önmagukban csak
forgatásinvariánsok, az egyes szeleteket normalizálnunk kell, hogy megkapjuk
a reguláris Zernike-momentumokat. A normalizálás [8] elvégezhető az f(x, y)
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intenzitáseloszlás-függvény kétdimenziós (p+ q)-ad rendű momentumaival, me-
lyeket a következő módon adhatunk meg:

mpq =

∞∑
−∞

∞∑
−∞

xpyqf(x, y) (4)

Az elmozdulásinvarianciát úgy érhetjük el, hogy a kép súlypontját, a kép közép-
pontjába mozgatjuk egy transzformációval f(x, y)-ről f(x + xs, y + ys)-re, ahol
xs = m10

m00
és ys = m01

m00
. A skálázással szembeni toleranciát a kép 0-ad rendű m00

momentumának a növelésével, vagy csökkentésével érhetjük el. Miután a szele-
teket normalizáltuk, kiszámíthatjuk a reguláris Zernike-momentumokat. Az így
meghatározott értékek később bemenetként szolgálhatnak a tanuló algoritmus
számára.

5. Osztályozás

Az osztályozási feladat első lépéseként létre kellett hoznunk egy adatbázist a
tulajdonságvektorokból. Az általunk készített adatbázis négy teljes test felvételt
tartalmaz, összesen körülbelül 2500 szelettel. A vektorokat hét különböző osz-
tályba rendeztük: LÁB, CSÍPŐ, HAS, MELLKAS, NYAK, FEJ és LEVEGŐ.
Ezek az osztályok megfelelnek az egyes szeleteken látható főbb anatómiai ré-
gióknak. Magát az osztályozási feladatot egy Bayes-hálóval oldottuk meg. A
rendelkezésre álló adathalmazt véletlenszerűen két részre osztottuk. Egy tanító
halmazra és egy validációs halmazra, 20% - 80% arányban. A tanításhoz illetve
a tanítás ellenőrzéséhez az úgynevezett keresztkiértékelő módszert használtuk.
Ezzel a módszerrel a tanító halmazt további két részre osztottuk, egy tanító és
egy ellenőrző halmazra, 90% - 10% arányban. Ezután elvégeztük a tanítást, és
kiértékeltük a tanulás eredményét. A tanítási folyamatot többször is elvégeztük,
a tanítóhalmaz más-más, véletlenszerű felbontása mellett. Így a tanulási folymat
során az átlagos pontosság 87,61% volt, a tapasztalati szórás pedig 5,87%.

Az eredményeket az 1. táblázat foglalja össze. Az egyes sorok annak felel-
nek meg, hogy az osztályozó hány darab felvételt sorolt az adott osztályba, az
oszlopok pedig azt adják meg, hogy az adott osztályba hány szelet tartozott
valójában. Így az átlóban lévő elemek jelentik a helyesen osztályozott szeletek
számát. A pontosság érték azt fejezi ki, hogy egy adott osztályba tartozó szelet-
ket milyen arányban ismert fel az eljárás, a megbízhatóság pedig azt jeneti, hogy
az egy adott osztályba sorolt szelet milyen eséllyel tartozik valóban a kérdéses
csoportba.

Mivel a Bayes-osztályozó pontossága nem éri el azt a szintet, ami egy klinikai
alkalmazástól elvárható lenne, ezért be kellett vezetni egy korrekciós eljárást a
rossz osztályozások kijavítására.
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LÁB CSÍPŐ HAS MELLKAS NYAK FEJ LEVEGŐ megbízhatóság
jós. LÁB 80 2 0 0 0 2 0 97,56%
jós. CSÍPŐ 11 85 4 1 0 0 0 84,16%
jós. HAS 0 9 87 6 0 0 0 85,29%
jós. MELLKAS 4 1 1 78 4 0 0 88,64%
jós. NYAK 0 0 0 6 21 8 0 60,00%
jós. FEJ 0 0 0 0 4 90 0 95,74%
jós. LEVEGŐ 0 0 0 0 0 2 5 71,43%
pontosság 84,21% 89,47% 94,57% 85,71% 72,41% 88,24% 100,00%

1. táblázat: Keresztkiértékelés eredménye 500 véletlen szelet alapján.

6. Kölcsönös információ

A kölcsönös információ [13] (mutual information) kiértékelését a képfeldolgozás-
ban eddig főként a képregisztráció gyakorlatában alkalmazták. A regisztrációhoz
egy olyan transzformációt keresünk, ami maximalizálja a kölcsönös információ
értéket a két regisztrálandó kép között. A kölcsönös információ tulajdonképpen
egy hasonlósági metrika, ezért jól felhasználható a régiófelismerési feladathoz
is. Két valószínűségi változó között a kölcsönös információ a kölcsönös függés
mértékét definiálja. Ezt a Kullback-Leibler formulával adhatjuk meg:

I(x, y) =
∑
Y

∑
X

pX,Y (x, y)log

(
pX,Y (x, y)

pX(x)pY (y)

)
(5)

ahol pX(x) és pY (y) az x és y valószínűségi változóknak a határeloszlás-függvényei
és pX,Y (x, y) az együttes eloszlásfüggvényük. Ennek a két változónak a függése
maximális, ha közöttük kölcsönösen egyértelmű leképezés létesíthető. Statiszti-
kailag pedig függetlenek, ha az együttes eloszlásuk felírható a két határeloszlás
szorzataként: pX,Y (x, y) = pX(x)pY (y). A Kullback-Leibler formula használa-
tával tulajdonképpen a pX(x)pY (y) szorzattal becsült független eset távolságát
határozzuk meg a valódi pX,Y (x, y) esettől. A kölcsönös információ tehát a két
változó egymástól való függésének a mértékét adja meg. Az 5. képlet alkalmazá-
sának feltétele az eloszlások becslése. Az x valószínűségi változó írja le az egyes
pixelekhez tartozó intenzitásértékeket az egyik képen, az y változó pedig a má-
sik képen. Ezek eloszlás függvénye könnyen becsülhető a képek hisztogramjával,
ami megmutatja, hogy az egyes intenzitásértékekből hány darab előfordulás van
a felvételen. Ezeket csoportosítva érdemes kezelni, ugyanis a túl nagy értékkész-
let miatt a hisztogramok tárolásának és kezelésének tárhely- illetve időigénye
túlságosan nagy lenne. Az együttes eloszlás becsléséhez az együttes előfordulási
mátrixot szokás alkalmazni. Ennek az elkészítéséhez a két képet sorban végig-
olvassuk, és az egyes pixelpárok intenzitásérték-párjaihoz tartozó mezők értékét
növeljük egy kétdimenziós tömbben.

Ahogy az a 2. ábrán is látható, a szeletek együttes előfordulási mátrixá-
ban tapasztalható jelentős eltérés adja az alapját a kölcsönös információ szerinti
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összehasonlításnak. Két teljesen egyforma kép között az együttes előfordulási
mátrix egy egyenest ad meg (függvényszerű leképezés a két valószínűségi váltózó
között, azok teljesen összefüggőek), míg két különböző felvételen inkább zajszerű
(nem függvényszerű a leképezés).

2. ábra: Szeletek együttes előfordulási mátrixai.

A kölcsönös információ tehát önmagában két kép között definiál egyfajta ha-
sonlósági metrikát. Ahhoz hogy ezt címkézésre lehessen használni, szükségünk
van egy felcímkézett referenciaszelet-halmazra, mellyel a vizsgált szeletet össze-
hasonlítva, a legjobban hasonlító referencia címkéjét rendelhetjük az éppen vizs-
gált szelethez. Mivel a kölcsönös információ önmagában nem a felvételeken lévő
alakzatok hasonlóságát méri, hanem az intenzitáseloszlások közötti összefüggést,
ezért a referenciaszeletek kiválasztásának módja nem egyszerű feladat. Általá-
nosságban nem is lehet olyan referenciaszeleteket kiválasztani, melyek minden
páciensnél helyesen osztályoznák a felvételeket. Mivel a páciensek és akár az
egyes felvételek között is nagyon nagy eltérések lehetnek, és a referenciaszeletek
szükségszerűen más felvételsorozatokból származnak, gyakran előfordul olyan
helyzet, hogy például egy mellkasi felvételt hasonlóbbnak vél egy hasi szelethez,
mint egy másik mellkasi képhez. Ennek az a magyarázata, hogy a különböző fel-
vételek intenzitáseloszlása más és más lehet, ami nem feltétlenül korrelál a képek
topográfiájával, származhat a felvételek transzformációjából vagy a képalkotó el-
járás által okozott intenzitásérték-ingadozásból is. A kölcsönös információ által
szolgáltatott hasonlósági érték ezért nem az általunk kívánt eredményt adja.

A kölcsönös információt önmagában a címkézési feladatra csak akkor lehet fel-
használni, ha a referenciaszeleteket minden felvételsorozathoz külön-külön meg-
adjuk. Ez gyakorlatilag azt jelenti, hogy valamilyen más módszerrel fel kell is-
merni néhány szeletet nagy biztonsággal, majd ezeket, mint referenciát felhasz-
nálva a többi szeletet osztályozni lehet. Ez azért működhet, mert egy páciens
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felvételsorozatán belül az intenzitásérték-eloszlás változása a topológia változá-
sával függ össze.

Ezen a ponton lehet a Zernike-polinomokon alapuló Bayes-hálót alkalmazó
felismerő módszert összekötni a kölcsönös információval. A teljes felvételsorozat
osztályozására felhasználjuk a Bayes-hálót, majd a legnagyobb biztonsággal cím-
kézett szeleteket referenciaként felhasználhatjuk a kölcsönös információn alapuló
feldolgozási szakaszban, ahol a kevésbé megbízhatóan címkézett szeleteknek új
értéket adunk.

7. Eredmények

Kísérleteink igazolták, hogy a Zernike polinomokon alapuló Bayes-hálós felis-
merő hatékonyan kombinálható a kölcsönös információn alapuló osztályozással.
Az eredmények, bár még csak kezdeti fázisban jár a kutatás, igen bíztatóak. A
2. táblázat tartalmazza a hálónak a tanításban nem szereplő szeletek osztályozá-
sára adott eredményét. Ahogy az a kimutatás adataiból is látszik, a Bayes-háló
által adott értékek önmagukban nem kellően pontosak a probléma megoldásához,
mindössze 86%-os eredménnyel ismeri fel az egyes szeleteket. Azonban ezek az
adatok megfelelő inputként szolgálnak a kölcsönös információt használó módszer
számára. Az egyes anatómiai régiók közötti határokat kellő pontossággal ismeri
fel a módszer, a címkézés folytonos. A határok alakulása természetesnek hat,
mivel az intenzitáseloszlás változása folytonos a szeletek között, így a kölcsönös
információ egy megbízható felbontást ad. A 3. ábrán az adabázisban szereplő tel-
jes test felvételek szeletenkénti címkézése látható. A különböző színek, különböző
régiókat jelentenek. Megfigyelhető, hogy az anatómiai struktúrák változásával,
hogyan alakulnak a határok is. A 3. táblázat adatiból leolvasható, hogy jelen
állapotában a módszer 90,18%-os pontossággal képes a szeletek címkézését el-
végezni, ami mindenképpen javulásnak tekinthető a hagyományos Bayes-hálós
osztályozóhoz képest. Az adatokból az is látszik, hogy a pontatlanságok nagy ré-
sze a régióhatárok eltolódásából ered. Ez a gyakorlati alkalmazás szempontjából
kisebb hiba, mint a kiugró értékek. A módszerünknek az adatok alapján ezen a
téren is sikerül jobban teljesítenie mint a naiv Bayes-hálónak.

8. További célkitűzések

Az eddigi eredményeket sok szeletből álló teljes test felvételeken értük el. Egy
ilyen összeállítás kedvezőbb az algoritmus működése szempontjából, ugyanis, ha
nagy szeletszámú felvételeket vizsgálunk, akkor nagyobb eséllyel tudunk olyan
referenciaszeleteket kiválasztani, melyek megfelelő kiindulási pontokat jelente-
nek a kölcsönös információ alapú feldolgozáshoz. Kisebb szeletszámú felvételeken
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3. ábra: Teljes test felvételek címkézése.

LÁB CSÍPŐ HAS MELLKAS NYAK FEJ LEVEGŐ megbízhatóság
jós. LÁB 322 2 0 0 0 2 0 99,38%
jós. CSÍPŐ 63 361 6 8 0 0 0 82,42%
jós. HAS 0 45 298 15 0 0 0 83,24%
jós. MELLKAS 42 7 11 298 6 0 0 81,87%
jós. NYAK 0 0 0 24 93 14 0 70,99%
jós. FEJ 0 0 0 0 14 370 0 96,35%
jós. LEVEGŐ 0 0 0 0 0 13 23 63,89%
pontosság 75,41% 87,41% 94,60% 86,38% 82,30% 92,73% 100,00%

2. táblázat: A fennmaradó szeletek osztályozása.

LÁB CSÍPŐ HAS MELLKAS NYAK FEJ LEVEGŐ megbízhatóság
jós. LÁB 428 0 0 0 0 0 0 100,00%
jós. CSÍPŐ 94 455 0 0 0 0 0 82,88%
jós. HAS 0 53 403 35 0 18 2 78,86%
jós. MELLKAS 0 0 4 379 1 0 0 98,70%
jós. NYAK 0 0 0 22 132 10 0 80,49%
jós. FEJ 0 0 0 0 6 471 0 98,74%
jós. LEVEGŐ 0 0 0 0 0 2 27 93,10%
pontosság 82,00% 89,57% 99,02% 86,93% 94,96% 94,01% 93,10%

3. táblázat: A szeletek osztályozása kölcsönös információval.
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valószínűleg nem teljesítene ilyen jól a módszer. Mivel az eljárás lényege a meg-
felelő referenciák kiválasztása, melyet teljes egészében a Zernike-momentumokra
és egy gépi tanuló eljárásra alapozunk, ezért a további munkánkban tervezzük
más alakzatleírók kipróbálását illetve fejlesztését, hogy növelni tudjuk a kez-
deti felismerés pontosságát és megbízhatóságát. Kutatómunkánk folytatásaként
tervezzük egy sokkal nagyobb referenciaadatbázis felépítését, amely további le-
hetőségeket biztosít majd az eljárás fejlesztésére és tesztelésére.
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